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基于机器学习算法预测香蕉产量
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摘　要: 基于机器学习算法对皇帝蕉产量进行预测，明确最优预测模型及产量影响因素，为海南省澄迈县皇帝

蕉的养分综合管理及产量预测等提供技术支撑。结合相关性分析和逐步回归分析法对输入变量进行筛选，然

后采用随机森林（RF）、支持向量机（SVM）、K近邻（KNN）和人工神经网络（ANN）4种机器学习算法建立

皇帝蕉产量预测模型，利用Shapley加法解释（SHAP）法解释模型，揭示影响皇帝蕉产量的主导因素，并量

化分析其对产量的影响。结果表明：ANN 模型预测性能最佳，R2 为 0. 98，RMSE 和 MAE 分别为 0. 16 和

0. 10 kg·株−1，预测值基本无偏差。ANN模型在100样本数据量左右下误差已得到收敛，更小的成本也能获得

优良预测效果。虽然SVM模型预测性能只是稍差于ANN模型，但其有欠拟合风险。KNN和RF模型预测性能

欠佳，有过拟合问题，且在当前样本量下误差还没收敛。SHAP法对ANN模型预测结果解释是：速效钾、碱

解氮、交换性钙、交换性镁是影响皇帝蕉产量的主导因素，当蕉园速效钾含量大于100 mg·kg−1，碱解氮含量

大于100 mg·kg−1，交换性钙含量大于600 mg·kg−1，交换性镁含量大于60 mg·kg−1时对皇帝蕉产量起促进作用。

在土壤交换性钙、镁缺乏时，增加土壤有效锰、有效锌的含量可能会缓解蕉园缺素胁迫。
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香蕉（Musa spp.）属芭蕉科芭蕉属大型草本果

树，是消费量最大的水果，也是世界第四大粮食作

物；中国作为香蕉起源地之一，至今已有3 000年栽

植历史，是香蕉生产第二大国［1］。皇帝蕉（Musa 
AA）作为我国高档特色蕉品种之一，占中国香蕉总

种植面积 2%左右［2-3］。皇帝蕉由中国华侨李木清

1963年从印尼引进到海南省万宁市兴隆镇推广种

植，目前海南、广东和广西等地皆有种植［4］。海南

省澄迈县作为我国最大的香蕉集散地，全县香蕉

种植面积约 7 000 hm2，其中皇帝蕉占 28.57%，有

“中国皇帝蕉之乡”之称［5］。然而，皇帝蕉属于大水

大肥，喜高温高湿的热带特色果树，田间持水量为

60% ~ 80%，pH值以 6.5 ~ 7.0为宜，有机质含量在

2%以上，对氮、钾、钙、镁、磷等营养元素需求量较

大［6］。因此，保持土壤肥沃为作物生长提供必需的

养分，并维持土壤生物群落的多样性，是生产优质

高产的皇帝蕉的基础。随着科技进步和人民群众

需求的不断提高，皇帝蕉规模化、集约化生产是产

业做大做强的基础，但高投入高产出的生产模式

迫使土壤肥力发生了巨大变化。绿色、安全和生

态可持续正成为中国香蕉产业发展新目标［6］。因

此，了解皇帝蕉园土壤肥力现状，及时准确地预测

皇帝蕉产量，明确产量主导因素，制定合理的养分

综合管理策略，对实现土壤可持续利用及皇帝蕉
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产业绿色发展具重要意义。

为量化土壤理化性质对皇帝蕉产量的影响，

有必要建立土壤理化性质与皇帝蕉产量之间的数

学映射关系。由于可获得用来模拟作物产量的数

据量越来越大，以及变量之间复杂的线性或非线

性关系，传统的数据处理技术已无法满足智慧农

业新时代不断增长的需求，因此机器学习应运而

生［7］。机器学习在农业中已有大量应用，主要集

中在作物产量预测、作物病害检测、杂草检测、水

和土壤的管理等方面［8］。机器学习在香蕉上的研

究主要集中在病害检测，如Olivares等［9］利用正交

偏最小二乘判别分析和RF算法预测巴西蕉枯萎

病发病率；Alabi 等［10］利用中分辨率孔径雷达、

Sentienl 2A卫星图像及无人机的高分辨率和多光

谱航空图像结合 SVM和RF算法预测巴西蕉和大

蕉香蕉束顶病的发病率；Chaudhari和 Patil［11］发现

与单独的 SVM、KNN 和朴素贝叶斯算法相比，集

成算法对香蕉枯萎病的预测更加准确，精度可达

92%。近几年，机器学习也开始应用于香蕉产量

的预测，如利用土壤理化性质或气候数据建立

MLR、ANN 香蕉产量预测模型［12-13］。但是机器学

习算法的不足之一是它们的“黑箱”性质［14］。虽

然许多机器学习算法都有内置方法来评估预测变

量的相对重要性，如特征重要性图，但这些方法通

常用在评估全局重要性，并没有对给定观测点的

预测驱动因素给出任何见解，有着许多局限

性［15−17］。机器学习的解释方法是为了识别模型中

各个预测变量的预测驱动因素而开发的技术集

合。Shapley加法解释（SHAP）对变量重要性提供

了更贴近人类直觉的解释［18］。SHAP源自 Shapley
值，该值首次在博弈论中用于描述玩家在所有游

戏组合中的边际贡献［19］。目前，SHAP 已广泛应

用于机器学习模型的理解，农业上也多有报道。

Jones 等［20］利用 SHAP 解释 XGBoost 算法，发现对

棉花产量影响最大的因素为下沟距离、挖方和填

方和表层交换性钠盐，且下沟距离和表层交换性

钠盐与产量正相关，挖方和填方与产量负相关；

Attia 等［21］利用 SHAP 解释拉索回归和 XGBoost 算
法，发现预测玉米产量和蒸散量的最重要变量是

最高和最低温度、有效含水量、土壤有机碳、灌溉、

栽培品种、土壤质地、太阳辐射和种植日期；季鹏

等［22］利用SHAP解释RF、XGBoost、SVM和ANN 4种

机器学习算法，发现 4种模型均将净辐射、植被和

土壤湿度作为估算西北地区蒸散量的重要因子。

目前，关于香蕉产量方面的机器学习算法模

型研究鲜有报道，而海南澄迈县皇帝蕉的种植区

域集中、种植技术水平比较一致，有利于减少其

他因素的干扰，有助于产量预测模型建立。通过

测定海南省澄迈县皇帝蕉产区土壤理化性质，建

立 RF、SVM、KNN 和 ANN 4 种机器学习产量预测

模型，得到最优皇帝蕉产量预测模型，结合机器

学习模型解释方法揭示土壤理化性质对皇帝蕉

产量的影响，以期为海南澄迈县皇帝蕉栽培生产

提供参考。

1　数据来源与研究方法

1.1　数据采集　试验数据采集于 2022年 10月至

2023年5月，采集地点位于海南省澄迈县（19°23'N—
20°01'N，109°45'E—110°15'E）皇帝蕉产区，共获

得有效试验数据 163条。试验数据包括皇帝蕉园

土壤数据和产量数据。土壤数据通过采集蕉园

0 ~ 20 cm表层土壤，风干，利用土壤标准方法测定

得到，包含土壤容重（SBD）、pH值、有机质（SOM）、

碱解氮（AN）、有效磷（AP）、速效钾（AK）、有效硫

（AS）、交换性钙（ACa）、交换性镁（AMg）、有效铁

（AFe）、有效锰（AMn）、有效铜（ACu）、有效锌

（AZn）13种土壤属性指标。产量数据通过问卷调

查和现场每个蕉园测量3株皇帝蕉平均产量得到。

每个采样点的经纬度采用便携式GPS测定及记录。

土壤样品在室温下风干，捡净根和植物残体，

过 2 mm和 0.149 mm尼龙网筛。样品在密封袋中

储存，4周内完成分析。pH值的测定采用水浸提电

位法；有机质的测定采用重铬酸钾氧化—外加热

法；碱解氮的测定采用碱解扩散法；有效磷的测定

采用氟化铵浸提—钼锑抗比色法；速效钾、交换性

钙和交换性镁的测定采用乙酸铵浸提—电感耦

合等离子体发射光谱仪法［23］；有效硫的测定采用

磷酸盐浸提—电感耦合等离子体发射光谱仪

法［24］；有效铁、有效锰、有效铜、有效锌的测定采用

0.1 mol·L−1 HCl 浸提—电感耦合等离子体发射光

谱仪法［25］；容重的测定采用环刀法。

1.2　数据预处理　在现实数据中，不同特征往往具

有不同的量纲和单位，这会导致模型对于数值较大

的特征更为敏感，而对数值较小的特征忽略不计。
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对于神经网络等利用梯度下降算法优化的模型，模

型输入没有进行标准化处理将会出现梯度消失或

爆炸情况，使模型训练变得困难［26］。因此，本实验

在模型建立前统一对输入数据进行Z-score标准化

处理。

模型构建通常需要进行变量筛选，提取关键

变量，这不仅可以降低模型复杂度，使模型更易于

解释，更有助于提高模型性能，降低过拟合问题的

出现。本研究使用相关性分析剔除与产量无显著

相关的因子，再使用逐步回归法来筛选出与产量

有重要相关的变量，使模型更加简洁、解释性更

强，同时保持良好的预测能力。

1.3　预测模型构建与验证方法　本实验基于

R 4.3.1编程环境中的mlr3包实现RF、SVM、KNN、

ANN 模型。参与训练的数据被划分为训练集

（70%）和测试集（30%），其中训练集使用网格搜索

和 5折交叉验证获取模型最优超参数（表 1），并使

用最优超参数在训练集上训练模型，在测试集评

估模型精度及泛化性能。整个训练与测试过程进

行了5次迭代。使用模型决定系数（R2）、均方根误

差（RMSE）、平均绝对误差（MAE）用于评估模型整

体精度。

1.4　机器学习解释方法　基于树的机器学习算

法相比传统的线性回归可以获得更准确的结果，

但其“黑盒”性质不利于实际生产应用，因此，保持

模型准确性和可解释性之间的权衡至关重要。

SHAP既提供全局模型解释，也提供局部模型解释

以及每个预测变量对每个数据点的贡献，是一种

解释机器学习模型结果的高级方法［20］。在本研

究中，通过R 4.3.1编程环境中的 fastshap包计算每

个特征对于模型预测结果的 SHAP 值，最后通过

可视化的方式展示每个特征对于预测结果的

贡献。

2　结果与分析

2.1　模型输入特征变量筛选　为确保模型具有

足够的预测能力且不受过多变量的影响，通过

Pearson 相关性分析方法剔除冗余和不相关的

输入变量。从 Pearson 相关性分析可知（图 1），
皇帝蕉产量与碱解氮、速效钾、交换性钙、交换性

镁等 12个输入变量均有显著相关，但与有效硫无

显著相关，因此首先剔除变量有效硫。以皇帝蕉

产量为因变量，土壤碱解氮、有效磷、速效钾等土

壤因素为自变量，采用逐步多元回归法计算各变

量因子与皇帝蕉产量的相关性。从表 2可知，各

变量VIF（Variance Inflation Factor）值均<5，表明各

变量之间无多重共线性问题。对各变量在模型中

的显著性检验结果可知，速效钾、碱解氮、交换性

钙、交换性镁、有效铁、有效锰、有效锌 7 个变量

P值<0.05，因此选用速效钾、碱解氮、交换性钙、交

换性镁、有效铁、有效锰、有效锌作为预测模型的

自变量。

表1　模型超参数网格搜索寻优结果

Tab. 1　Model hyperparameter grid search results

RF

SVM

KNN

ANN

超参数 hyperparameter
决策树数量 Num.trees
最小节点数 Min.node.size
惩罚系数 Cost
核函数 Kernel
容忍度 Nu
邻居数量 k
距离度量方式 Distance
核函数 Kernel
隐藏层神经元个数 Size
隐藏层数 Hidden layers

寻优范围 Optimization range
60 ~ 800
3 ~ 20

0.1 ~ 10
Linear, polynomial, radial, sigmoid

0.1 ~ 0.9
3 ~ 30
1 ~ 2

rectangular, gaussian, rank, optimal
1 ~ 5

最优超参数 Optimal hyperparameter
360
3

5.6
linear
0.46

4
2

optimal
2
1
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2.2　不同皇帝蕉产量预测模型的泛化性能　目前没

有一个机器学习算法能绝对优于其他算法，因此通过

使用测试集预测性能来评估模型性能的方法选择最

适合的模型。将“2.1”中筛选得到的速效钾、碱解氮、

交换性钙、交换性镁、有效铁、有效锰、有效锌7个变

量作为输入特征，并建立皇帝蕉产量预测模型。机器

学习算法超参数调优后在训练集上训练模型，在测试

集上进行产量预测（表3）。从训练集结果（表3）来
看，各模型训练结果良好，4个模型R2不小于0.96，预
测结果基本无偏差。从测试集结果（表3）来看，KNN
和RF模型鲁棒性和泛化性能不佳，通过训练集训练

出来的模型性能虽然良好，但在未知数据集（测试集）

图1　模型变量的相关系数矩阵

“**”和“*”分别代表达到0. 01和0. 05的显著水平。

Fig. 1　Matrix of correlation coefficients of model variables
 ** Significant at P <0. 01； * Significant at P <0. 05.

表2　逐步回归分析法对模型变量的筛选

Tab. 2　Selection of model variables by stepwise regression analysis
变量 Variable

速效钾AK
交换性钙ACa
碱解氮AN
有效铁AFe
交换性镁AMg
有效锰AMn
有效锌AZn
土壤容重SBD
酸碱度pH
土壤有机质SOM
有效磷AP
有效铜ACu

系数 Coefficient
0.569
0.450
0.451
0.060
0.068
0.042

-0.038
-0.004

0
-0.001

0.011
0.005

P值 P value
0.000**

0.000**

0.000**

0.002**

0.013**

0.009**

0.045*

0.764
0.982
0.973
0.444
0.738

VIF
1.099
4.247
1.101
2.181
4.480
1.592
2.162
1.293
1.143
1.741
1.247
1.578

注：“**”和“*”分别代表达到0. 01和0. 05的显著水平。

Note： ** Significant at P<0. 01； * Significant at P<0. 05.
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上的运用效果欠佳；ANN和SVM模型表现出良好的

鲁棒性和泛化性，其中ANN模型产量预测精度最高，

测试集R2高达0.98，RMSE和MAE最低，分别为0.16
和0.10，预测值略低于观测值，但基本无偏差。

随着样本数量的增加，模型的性能会逐渐提

高，但当样本数量增加到一定程度，模型性能会趋

于稳定，再增加样本数量对模型性能的提升将会

收效甚微，此时表明模型已经收敛。通过绘制模

型在不同样本数量下的性能表现，即模型学习曲

线，可以判断模型拟合程度及当前样本数量是否

足够于模型建立。4种模型的学习曲线由图 2所
示。随着样本量的增加，ANN模型过拟合现象得

到有效缓解，在当前样本量下，模型性能已经趋于

稳定，训练集和测试集的学习曲线逐渐趋于稳定，

不再有明显的下降趋势，说明此时误差已经得到

收敛。SVM模型随着样本量的增加，训练集与测

试集学习曲线有相交，说明 SVM模型可能会出现

欠拟合问题。随着样本量的增加，KNN和RF模型

训练集和测试集产量预测误差始终没有收敛，模

型性能还不稳定，性能还有提升的空间。

表3　模型预测性能汇总

Tab. 3　Model prediction performance summary

模型 Model
ANN
SVM
KNN
RF

训练集 Train
R2

0.99 ± 0.00
0.98 ± 0.00
0.96 ± 0.00
0.97 ± 0.00

RMSE/（kg·株−1）
0.11 ± 0.01
0.15 ± 0.01
0.20 ± 0.01
0.18 ± 0.01

MAE/（kg·株−1）
0.07 ± 0.01
0.09 ± 0.00
0.14 ± 0.01
0.12 ± 0.00

测试集 Test
R2

0.98 ± 0.00
0.96 ± 0.00
0.84 ± 0.02
0.80 ± 0.02

RMSE/（kg·株−1）
0.16 ± 0.02
0.21 ± 0.02
0.42 ± 0.03
0.46 ± 0.03

MAE/（kg·株−1）
0.10 ± 0.01
0.11 ± 0.01
0.28 ± 0.02
0.31 ± 0.02

注：结果为平均值与±标准误差。

Note： Results are presented as mean ± SE.

图2　不同模型的学习曲线

Fig. 2　Learning curves of different models
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总体而言，基于皇帝蕉园土壤理化性质建立

的ANN皇帝蕉产量预测模型，其预测结果优于其

他几种学习算法，因此对ANN建立的预测模型进

行解释。

2.3　ANN产量预测模型的解释性分析　

2.3.1　全局变量重要性分析　　全局变量重要性分析　明确产量影响因素

对于帮助农民和农艺师关注这些特征以提高产量

和土壤利用率至关重要［27］。本研究使用 SHAP来

表示和解释模型中土壤理化性质的重要性。图3-a
给出了每个土壤因素对皇帝蕉产量的平均重要

性，结果表明影响皇帝蕉产量的土壤因素重要性

从大到小依次为速效钾、碱解氮、交换性钙、交换

性镁、有效锰、有效锌、有效铁。图3-b给出了每个

土壤因素 SHAP值的分布，图中，颜色表示变量的

值，正（负）SHAP 值表示变量与皇帝蕉产量呈正

（负）相关。图 3-b表明随着土壤中速效钾、碱解

氮、交换性钙、交换性镁、有效铁含量的增加，对皇

帝蕉产量的影响逐渐由抑制转为促进作用，但是

随着土壤中增加有效锌的含量，对皇帝蕉产量的

影响反而由促进转为抑制；土壤中有效锰的含量

对皇帝蕉产量的影响在ANN模型中没有表现出明

显的趋势。

2.3.2　　影响皇帝蕉产量的变量效应分析　影响皇帝蕉产量的变量效应分析　本研究

中发现土壤理化性质对皇帝蕉产量的影响存在明

显的阈值效应，如图4所示，当土壤速效钾含量大于

100 mg·kg-1时，对皇帝蕉产量的影响开始逐渐由抑

制转为促进（SHAP值由负转正），随着土壤中速效

钾含量的增加，皇帝蕉产量得到进一步增加；相似

的，土壤碱解氮含量大于100 mg·kg-1，交换性钙含量

大于600 mg·kg-1，交换性镁含量大于75 mg·kg-1，有

效铁含量大于60 mg·kg-1时，对皇帝蕉产量的影响

也逐渐由抑制转为促进；相反的，当土壤有效锌含

量小于 5 mg·kg-1时，对皇帝蕉产量的影响逐渐由

抑制转为促进，并在2 mg·kg-1左右促进作用最大，

随着土壤有效锌含量进一步下降，其促进作用开

始减弱。对每个样点不同变量 SHAP值进行简单

统计，约 50%蕉园处于缺氮、钾素情况，大部分蕉

园处于缺钙、镁、铁素情况，这也表明蕉农对大量

元素的关注大于对中、微量元素的关注；大部分蕉

园不缺乏锌素。

SHAP还能揭示不同变量对皇帝蕉产量的交互

作用。本研究中发现并非所有变量之间都具有交互

作用，因此以下仅对具有交互作用的变量进行分析。

如图5所示，土壤交换性钙与交换性镁之间具有正

相关，对皇帝蕉产量的影响有协同作用；当土壤交换

性钙含量低于600 mg·kg-1时，增加土壤有效锰和有

效锌含量会缓解对皇帝蕉产量的抑制作用，但当土

壤交换性钙含量大于600 mg·kg-1时，土壤有效锰和

有效锌含量的变化不会使SHAP值产生大的变化；

相似的，当土壤交换性镁含量对皇帝蕉产量产生抑

制作用时，增加有效锰含量能得到缓解，但继续增加

有效锰含量没有对皇帝蕉产量起明显影响。

图3　影响因素重要性全局分析

Fig. 3　Global analysis of importance of factors
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3　讨 论

香蕉全年可收获，生长量大，养分投入量大，

土壤地力对产量影响巨大，但也受气候条件、管理

模式、病虫害等多种因素的影响。Sabas等［28］基于

气候数据建立了多个香蕉产量预测模型，发现集

成模型能得到更优结果；Angela等［13］利用五年气候

数据通过人工神经网络算法预测香蕉产量，模型

图4　模型的SHAP依赖关系

Fig. 4　SHAP dependency plot for models

图5　多因素影响产量的交互效应

Fig. 5　Interaction effects of multiple factors affecting yield
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结果良好；Olivares等［29］分析了2015—2018年巴拿

马地区香蕉黑叶斑病发病率与产量关系，并建立

随机森林模型预测香蕉产量，发现随机森林算法

能解释总方差的70%；本研究基于海南省澄迈县皇

帝蕉产区163个样点数据，采用4种机器学习算法

建立皇帝蕉产量预测模型，从不同产量预测模型

性能对比结果来看，人工神经网络模型对皇帝蕉

产量预测效果最好，测试集R2高达 0.98，没有出现

明显的过拟合或欠拟合现象，预测值与观测值基

本无偏差。人工神经网络作为深度学习模型，通

常比传统线性模型和其他非线性模型具有更好的

精度。如 Soares等［30］利用香蕉形态特征建立人工

神经网络和多元线性回归模型对香蕉产量进行预

测，人工神经网络模型预测精度更加优良。

利用 SHAP法对人工神经网络预测模型结果

进行了解释，模型结果表明，影响皇帝蕉产量的土

壤因素重要性从大到小是土壤速效钾、碱解氮、交

换性钙、交换性镁、有效锰、有效锌、有效铁。Barlin
等［31］通过随机森林模型也发现土壤速效钾、交换

性镁和交换性钙等对香蕉产量具重要影响。对变

量效应进行分析的结果表明，土壤因素对皇帝蕉

产量的影响是有一定阈值的，当蕉园速效钾含量

大于 100 mg·kg-1，碱解氮含量大于 100 mg·kg-1，交

换性钙含量大于 600 mg·kg-1，交换性镁含量大于

75 mg·kg-1时对皇帝蕉产量起促进作用，这对指导

田间皇帝蕉生产起重要作用。Ramezanpour 和
Farajpour［32］收集不同氮（0、100、200 g）、钾（0、100、
200、300 g）、镁（0、50g、100 g）施肥水平下香蕉产量

数据，建立人工神经网络模型，结果发现当氮为

200 g、钾为 300 g、镁为 50 g时，香蕉产量平均值最

高，与本实验结果比较，表明澄迈县皇帝蕉还具有

更大的生产潜力。本研究还发现交换性钙、交换

性镁、有效锰、有效锌具有交互作用。交换性钙与

交换性镁之间具有协同作用，随着两者含量的增

加能有效促进皇帝蕉产量。相关研究结果表明香

蕉最佳钾∶镁∶钙质量比为1∶3.5∶10.7［33］，但本文调

查发现海南澄迈县皇帝蕉园钾∶镁∶钙质量比仅为

1∶2.5∶8.4，也表明存在增加澄迈县皇帝蕉园土壤

镁、钙潜在缺乏风险，这说明增加土壤镁、钙含量

很可能对皇帝蕉产量起积极作用。本研究结果还

发现海南澄迈县大部分皇帝蕉园速效钾、碱解氮

和交换性钙等养分处于缺乏状况，这与海南亚热

带酸性土壤保持盐基离子的能力较弱，容易淋溶，

造成肥力下降有关［34］。
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Banana yield prediction based on machine learning algorithm

HUANG Sihao1#,  WANG Lixia2,3,  LIU Yongxia2,3,  JIANG Chengjun1,2*,  SONG Kexin2*,
ZHAO Yan1,  HE　Yingdui2,3

(1. School of Tropical Agriculture and Forestry, Hainan University, Haikou, Hainan 570228, China; 2. Institute of Tropical 
Bioscience and Biotechnology, China Academy of Tropical Agricultural Sciences, Haikou, Hainan 571101, China; 3. Haikou 

Experimental Station, Chinese Academy of Tropical Agricultural Sciences, Haikou, Hainan 571101, China)

Abstract: The yield of banana (Musa AA) was predicted based on machine learning algorithm, and an optimal 
prediction model and yield influencing factors were clarified so as to provide technical support for the integrated 
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nutrient management and yield prediction of banana (Musa AA) in Chengmai County, Hainan Province. The input 
variables were screened by correlation analysis and stepwise regression analysis, and then yield prediction 
models of banana (Musa AA) were established by random forest(RF), support vector machine (SVM), K-nearest 
neighbor(KNN) and artificial neural network (ANN). The models were interpreted by Shapley Additive 
exPlanations (SHAP) method to reveal the dominant factors affecting the yield of banana (Musa AA), and the 
impact of the dominant factors on yield was quantitatively analyzed. The results showed that the ANN model was 
the best for yield prediction with R2 being 0.98, and root-mean-square error (RMSE) and mean absolute error 
(MAE) being 0.16 kg·plant and 0.10 kg·plant, respectively, and that the prediction value of this model was 
basically of no deviation. The error of the ANN model had converged at about 100 samples, and even smaller cost 
could also achieve good prediction effect. The SVM model had only slightly lower prediction performance than 
the ANN model but had the risk of underfitting, while the KNN and RF models had lower prediction performance 
with overfitting, and the errors had not converged under the current sample size. The ANN model prediction 
results were explained by the SHAP method as follows: The leading factors affecting the yield of banana (Musa 
AA) were available potassium, alkali-hydrolyzed nitrogen, exchangeable calcium and exchangeable magnesium. 
When the content of available potassium was greater than 100 mg·kg-1, the content of alkali-hydrolyzed nitrogen 
was greater than 100 mg·kg-1, the content of exchangeable calcium was greater than 600 mg·kg-1, and the content 
of exchangeable magnesium was greater than 60 mg·kg-1, the yield of banana (Musa AA) was promoted. When the 
content of exchangeable calcium and magnesium in soil was deficient, the content of available manganese and 
available zinc in soil should be increased to alleviate the stress of nutrient deficiency in the banana plantations.
Keywords: banana； soil nutrient； yield prediction； machine learning； SHAP
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